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Resumen

Los procesos de Dirichlet representan una herramienta natural para definir medidas
de probabilidad aleatorias cuyas distribuciones actian como prioris no paramétricas
para la inferencia bayesiana.

En este trabajo se introduce una nueva clase de medidas de probabilidad aleatorias
que se derivan como una mezcla convexa de dos procesos de Dirichlet {DP) con soportes
ortogonales. Los pesos asignados a cada una de las componentes de esta mezcla estdn
determinados por un tnico pardmetro, este pardmetro tiene la particularidad que al
tomar un valor especifico se obtiene un proceso de Dirichlet simétrico que coincide con
el proceso obtenido por Dalal (1979). Es decir en este nuevo proceso se incorpora un
pardmetro de asimetrfa donde un proceso simétrico es obtenido como un caso particular
a partir de la construccién general.

Como es sabido los DP tiene varias caracterizaciones, una de ellas debida a Sethu-
raman (1994), el cual describe este proceso como una suma infinita de masas puntuales
mezcladas y ponderadas por pesos aleatorios ordenados. Otra caracterizacién es debida
a Blackwell y MacQueen (1973), que obtienen el proceso de Dirichlet como proceso -
mite de una sucesién de variables aleatorias que conforman una secuencia de Polya. En
este trabajo ambas caracterizaciones son imitadas, aplicadas y adecuadas a los procesos
Skew Dirichlet lo que se traduce en un manejo computacional del proceso heredado de

los procesos de Dirichlet, en el sentido de que ellos pueden ser adecuados agregando un




paso para el parimetro de asimetrfa, dentro de la implementacién computacional.
Finalmente se utiliza el SDP en un modelo de regresién, con datos reales. En este
modelo se utiliza una mezcla del proceso en un Kernel normal en el espiritu de los
MDP. Se compara la simetrfa y la asimetria del proceso segtin un factor de Bayes, el
que se puede obtener en el output de las simulaciones. Luego se utiliza el proceso en el
problema de estimacién de una densidad , donde se obtiene que el modelo captura las

caracteristicas principales de los datos como son asimetria y multimodalidad.




Capitulo 1

Introduccion

Motivados por las estructuras que aparecen al analizar datos provenientes de distin-
tos contextos, tales como, medio ambiente, finanzas, medicina entre otros y junto con
el avance de la computacién estadistica, diversos autores han centrado su atencién y
esfuerzos en construir familias paramétricas que contengan una amplia gama de distri-
buciones. Por ejemplo que contemplen colas més o menos pesadas que la distribucién

normal, que sean asimétricas o multimodales.

Las primeras extensiones utilizadas son aquellas que son simétricas, pero no son
normales por ejemplo las distribuciones t-student, exponencial potencia, logfstica etc...
El libro Symmetric Multivariate and Related distributions de Fang y otros (1990) con-
tiene una completa revisién de estas distribuciones y los trabajos de Osiewalski y Steel
(1993), Geweke y Terui (1993) , Arellano-Valle y otros (2000), Arellano-Valle y otros

{2003), entre otros, tratan con el andlisis bayesiano de los mismos en distintos contextos.

A posterior una extensién més general como es la construccién de distribuciones asi-
méiricas que extienden a la distribucién normal fue presentada en el trabajo de Azzalini

(1986) a partir del cual comenzaron a desarrollarse una serie de maneras de introdu-
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cir asimetria como en los trabajos de Fernandez y Steel (1998), Mudholkar y Hutson

{2000), Arellano-Valle y otros {2005) entre otros.

El libro de Genton (2004), Skew Elliptical distributions and their applications, con-
tiene una revision de las diferentes familias paramétricas que han sido propuestas en
la literatura, conocidas bajo el nombre Skew distributions y en el trabajo de Arellano-
Valle y Genton (2005) se discute las propiedades que satisfacen las distintas familias y
los vinculos existentes entre eilas.

La idea es construir familias més flexibles, sin aumentar demasiado la complejidad,
ya sea por el niimero de parametros, la interpretacién o la implementacién computacio-
nal, esto ha llevado a adoptar el enfoque bayesiano no paramétrico o semiparamétrico,
es decir considerar una distribucién sobre el espacio de distribuciones. Esta visién ha
tenido un creciente desarrollo en los tltimos afios, de hecho la medida de probabilidad
aleatoria mas utilizada como priori en este enfoque es el proceso de Dirichlet (DP)
presentado por Ferguson (1973} y que tiene la propiedad de ser cerrado bajo muestras
aleatorias ( es decir la posteriori es también un DP).

Los DP han sido caracterizados de diversas maneras; a través de la representacién
en esquema de urna de Polya debida a Blackwell y MacQueen (1973) y como una mez-
cla infinita de masas puntuales ponderadas, con ponderaciones estocdsticas ordenadas
debida a Sethuraman {1994). Estos procesos tienen dos caracteristicas muy importantes

como son su gran soporte y el hecho de qgue la inferencia a posteriori sea analiticamente

manejable,

Ahora bien, el hecho de que los procesos de Dirichlet sean casi seguramente discretos
los tornan inapropiados para algunas aplicaciones. Para mitigar este problema, Antoniak

(1974), extiende los procesos de Dirichlet obteniendo una medida aleatoria, mezclando
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procesos de Dirichlet con una distribucién mezcla para un pardmetro que determina
la distribucién desde donde provienen las observaciones. Si la distribucién mezcla es
continua se obtienen una medida de probabilidad aleatoria continua.

Otra forma de obtener medidas aleatorias continuas son los modelos de mezcla que
consisten en mezclar un kernel continuo utilizando una medida de mezcla aleatoria a la
cual se le da como priori un procesos de Dirichlet. Escobar y West (19952) introducen
este tipo de mezcla utilizando un kernel Normal Trabajos como los de Dey y Sinha
(1998), Ramgopal y otros (1994), Damien y Walker (2002) y Miiller y Quintana (2004)
presentan una revisién, implementacién computacional y aplicaciones utilizando estos
modelos de mezcla.

Es importante destacar que los DP concentran su masa sobre distribuciones asimé-

tricas y que excluye del soporte a las familias de distribuciones simétricas.

En este sentido es importante el trabajo debido a Dalal (1979) quien introduce los
procesos de Dirichlet Invariantes, éstas medidas de probabilidad aleatoria dan probabi-
lidad uno a las distribuciones simétricas y a estos procesos, se les llama en la literatura,

procesos de Dirichlet Simetrizados.

En esta linea Doss (1984), considera un modelo donde el pardmetro infinito dimen-
sional tiene distribucién simétrica alrededor de cero y como caso particular utiliza los
procesos de Dirichlet simetrizados como priori. Brunner (1992}, Brunner (1995a) tra-
baja con la familia entera de distribuciones simétricas unimodales, usando el hecho que
éstas admiten una representacién como mezelas en el parimetro de escala de distri-
buciones uniformes simétricas {Feller (1971)} y considera un DP para la distribucién

mezcla.

Segiin la revisidn previa, vemos que estos trabajos presentan construcciones que
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contienen clases de distribuciones simétricas o asimétricas, excluyentemente. Reciente-
mente Kottas y Gelfand (2001) construyen familias de distribuciones con mediana cero,
que contiene tanto a las distribuciones unimodales simétricas como las asimétricas, su
construccion se basa en la mezcla de distribuciones uniformes.

Es en este aspecto en donde este trabajo presenta una solucidn, ya que en él se
construye una clase de medidas de probabilidad aleatoria en cuyo soporte se encuen-
tran tanto las distribuciones simétricas como asimétricas, unimodales y multimodales,
determinadas por una distribucién basal , un pardmetro de precisiéon y un parametro
de asimetria que permite obtener simetria como caso especial. Llamaremos a esta nueva
clase de medidas aleatorias, Procesos Skew Dirichlet (SDP). Veremos que ellos preser-
van muchas propiedades gue posee el proceso de Dirichlet, como la representacién en
esquema de urna de Polya y como una mezcla infinita de masas puntuales con pesos
estocasticamente ordenados.

Esta dltima caracterizacién implica que los SDP concentran su masa en distribu-
clones discretas, sin embargo al igual que los DP es denso en el espacio de todas las

distribuciones con el soporte de la distribucién basal.

1.1. Estructura general de la tesis

Este trabajo estd estructurado en 5 capitulos, los que siguen un orden natural, de
tal manera que el lector parta desde los conceptos bésicos de medidas de probabilidad
aleatorias sobre espacios finito dimensionales, signiendo con la construccién en espacio
infinito dimensionales, especificamente la construccién de procesos de Dirichlet, para
luego definir y caracterizar los nuevos procesos llamados Skew Dirichlet y para finalizar

con aplicacién de éstos en regresidn y estimacion de densidades.
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Algunos cdlculos de distribuciones predictivas y posteriores necesarias para la im-

plementacion computacional estdn dadas en el apéndice del trabajo.

En el primer capitulo de esta tesis se presenta una completa introduecién la que con-
templa la motivacién , los primeros estudios en la literatura paramétrica y los estudios
recientes en liferatura no paramétrica para la construccién de familias de distribuciones
en espacios de distribuciones. Poniendo especial énfasis en los procesos de Dirichlet y
procesos construidos a partir de éste.

A continuacién se presenta un conjunto de preliminares, cuyo objetivo es dar en
principio una vision bésica de medidas de probabilidad aleatorias en espacio finito di-
mensionales de tal manera que aparezca de forma natural la extesién de aquellas a

espacios infinito dimensionales.

En el capitulo 2, se presenta la definicién de una medida de probabilidad sobre un
espacio de medidas de probabilidad, también se presenta la definicién, caracterizacio-
nes y algunas propiedades de los procesos de Dirichlet. Como por ejemplo aspectos de

conjugacién esquema de urna de Polya y la representacién debida a Sethuraman.

En el capitulo 3, se define una nueva familia de medidas de probabilidad aleatorias
cuyos elementos se construyen como una combinacién convexa de un proceso de Dirich-
let concentrado sobre los reales positivos y otro concentrado sobre los reales negativos
y cuya combinacién depende de un parimetro que controla la asimetria del proceso. A
este nuevo proceso se le llamard Proceso Skew Dirichlet (SDP), se da su representacién
como mezclas de masa puntuales en el espiritu de la representacién de Sethuraman, asf
como el esquema. de urna en el espiritu del trabajo de Blackwell & Mac-Queen. Esta se-

cuencia seré llamada Skew Polya. Dentro del capitulo se incluyen diversas proposiciones
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con sus respectivas demostraciones y se realiza una revisién de las distintas propiedades

del SDP.

En el capitulo 4 se aplica el nuevo proceso para modelar un problema de regresién
lineal, se incluyen en este capitulo proposiciones respecto a la distribucién del error con
sus respectivas demostraciones , fambién para una priori particular del pardmetro de
asimetria se obtiene el factor de Bayes que permite evaluar la posible simetria o asi-
metria del modelo. Finalmente se aplica el modelo a datos reales provenientes de una

empresa vinera chilena.

FEn el capftulo 5, se considera el problema de estimacidén de una densidad donde se
realiza la modelacidn de datos reales utilizando los SDP “s, observando como el modelo
captura la multimodalidad v la asimetria de los datos.

En el capitulo final se discuten los principales resultados, conclusiones, posibles

extensiones.

En el apéndice se entregan los célculos de las distribuciones condicionales que se

utilizan en el algoritmo de estimacién, para la aplicacién de los SDP en Modelos de

Regresién.
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1.2. Preliminares

En este capitulo se mostrarédn los modelos probabilisticos asociados a variables alea-
torias con dominio A" finito, cuyo conocimiento bdsico nos permitirdn comprender la
construccién de medidas probabilidad en un espacio infinito dimensional. En este con-
texto partiremos por considerar un modelo bayesiano con una variable Bernoulli con
probabilidad de éxito p y como priori para p una distribucién Beta v a posterior en un
caso mas general consideramos un vector aleatorio con distribucién multinomial a cuyos
pardmetros les daremos como distribucién a priori una distribucién de Dirichlet. Es de
especial interés darse cuenta que ambas distribuciones a priori pueden ser entendidas

como medidas de probabilidad definidas sobre un espacio finito dimensional.

1.3. Medidas de probabilidad sobre un espacio fini-

to dimensional

1.3.1. Esquema para un modelo Beta-Binomial

Consideremos una variable aleatoria la cual puede tomar dos valores en el dominio
X = {1,2} con probabilidad p; y p» = (1 — p;) respectivamente. Lo anteriormente

expuesto lo podemos escribir a través del modelo
X|p,p2 ~ Bernoulli(p)

Observemos que para cada valor de (py,p2) tal que p; > 0,i = 1,2y py +pa =1 se
define una medida de probabilidad sobre X. Si adema&s tenemos desconocimiento acerca
de los pardmetros p;, p2, podemos entonces poner una priori sobre p;. Una distribucién
ampliamente utilizada para un pardmetro p; , 0 < py < 1 es la distribucién Beta cuya

funcién de densidada estd dada por:
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_ Iy + a9) a1
"(P1) = Fo o)™

Con aq, 0 > 0 los parametros de la distribucién Beta.

(1—pp)=?

Es interesante observar que cada «; estd asociado con cada elemento del dominio
X, entonces al considerar la siguiente notacién a{z;) = 4,7 = 1,2 podemos entender a

@ como una medida sobre X, donde a(X) = 3 o,
T;EX

A partir de los pardmetros de la distribucién a priori Beta , podemos obtener el

valor esperado de p; como
o7

(&)

E(ps) =
También podemos obtener la distribucién a posteriori de p; dado las observaciones

X, Xo, ... X, que esta dada por una distribucién beta. En efecto

W(PlJXth, very Xn) x L(P1|X1,X2, ey Xn)ﬂ'(pl)
o Beta{on + Y 0x, (1), 02 + 3 8x,(2))
i=1 i=1

Donde 6x,(z) es la funcién indicadora la cual es uno si X; = z y cero en otro caso.
La probabilidad conjunta de X, X5, ..., X, la podemos obtener al marginalizar sobre

1. Una expresién para esta probabilidad conjunta estd dada por:

_ T(a(X) [ RO il
P(Xth,.-,Xn)-—m y (1—101) B

'—§1 8x,(1) i_ 3x,(2)

_og oy
(a{))m

donde o™ representa el factorial a(a + 1)......... (a+n-1)




CAPITULO 1. INTRODUCCION 9

Finalmente podemos obtener la distribucién condicional de una nueva observacién

X1t dado las observaciones previas X3, X5, .., X, , como:

— p(leX2a -":Xﬂa Xn+1,a1} (]2)
p(Xh "-,analaQZ)

P(O!({Y) + ?’L)F(Odl + g 5}(!.(1))1-‘(0152 -+ gé—xl(zj)

p(Xﬂ+1|Xl’ X25 ey X‘n)

- Pla(X) +n+ 1)ay + };JXt(l))I‘(ag + i:léxi(Q))

Esta tiltima expresién la podemos escribir como:

r wy + ZH:JXE(l)

—— Xn1=1;
o taz+n’ S

DXt 1| X1, Xy ooy X) = 4

oz + 3 0x.(2)
i=1

. a1t o+ n

H Knt1 = 2.

1.3.2. Esquema para un modelo Dirichlet-Multinomial

La distribucién de Dirichlet es una generalizacién multiparamétrica de la distribui-
cién Beta, asi como el modelo Multinomial es una generalizacién multiparamétrica del
modelo Binomial.

Siguiendo el mismo esquema que en el caso Beta-Bernoulli, consideremos las va-

riables aleatorias Xy, X5, ..., X, las cuales pueden tomar k valores en el dominio X =
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{1,2,3, ..., k} con probabilidades p;, i = 1,2, ..., k para cada uno de los respectivos va-

lores en X,

Lo anteriormente expuesto lo podemos escribir a través del modelo Multinomial
(X11X2y rany Xﬂ)lpl’p2, vy P Mult?lnom’éal(pl,pg, '"1pk)

k
donde p; >0 i=1,2,...,k y > p; =1 (es decir el vector (p;,ps, ..., px) pertenece
=1

j_
a un Simplex de dimension (k — 1))

Si asumimos desconocimiento sobre los pardmetros py, ps, ..., pr podemos dar como

priori la distribucién de Dirichlet como una extensién al caso Beta, la que estd definida
como:

F(i ;)

. =1 -
7{P1, P2, - P} = “;;J— Hpja’ !

]LII I(ay) =1

De forma similar a lo expuesto para la distribucién Beta, podemos derivar distintas

propiedades para el esquema Dirichlet-Multinomial, las que podemos resumir como

sigue:

1) El valor esperado de p; es -2
&

2) La distribucién a posteriori de p; dado una observacién (X, Xy, ..., X,) de la

distribucién multinomial es también Dirichlet. En efecto

k n .
Tl’(p}_,pg, ---)kaXla XQ, - Xn) o Hj:1pjaj+zi=15.¥i(.7)
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Es decir

P, P2, '--7pk‘X17 KXoy ooy Xy v Dirichlet(al + Z 6Xi(1)1 ------------- y Qg+ Z 5X,- (k})

g1

3) La distribucién marginal de X, Xs, ..., X;, puede ser expresada por

F [27 X ‘13'5‘2 ox, (J)
p(-Xl:XZs . ( )) /H ..... dpk—-l
H [oy) © =1

z&m $° dx, (k)
o= s fa

4) La distribucién condicional de una nueva observacién Xny1 dadas las observacio-

nes previas X, Xo, ..., X,, estd dada por la expresién:

n+1

Ma(X)+n) & L@+ 2 0x()

D) +7 1) 53 Ny + 35 6,0)

P(Xni1] X1, Xoy o X)) =

Asi podemos escribir la expresién:

Qj -+ ZH:JXz(J)

X1 = jl1X1, Xy Xp) = —0
P( +1 Jl 1, %2 ) a(X)—{—n

5) Es una propiedad conocida ( Teorema de Consistencia de Kolmogorov) que si

By, By, ...., By, es cualquier particién del dominio X entonces
(P(X € B1),...., P(X € By)) ~ Dirichlet(a(B,), ..., a{ Br))

donde a(B;) = 3 oy
T;€8;
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Ademds de todas las propiedades de Ja distribucién Dirichlet antes expuestas, te-
nemos que as{ como otras distribuciones en espacio finitos dimensionales, existe un
modelo de urna asociado a dicha distribucién, lo que ser4 de gran importancia para la
continuidad de este trabajo al extender los resultados a espacios infinito dimensionales.

Esto es presentado brevemente en la siguiente seccidn.

1.4. Modelo de Urna asociado a una distribucién de

Dirichlet

Diferentes distribuciones de probabilidad pueden ser obtenidas a través de modelos
de urna. Una revisién de algunas de ellas se encuentran en Johnson y Kotz (1977). Un
caso particular en el que estamos interesados segiin el contexto del andlisis a realizar

estd dado por el esquema de urna para la distribucién Dirichlet, cuya representacién es

como sigue:

Consideremos una caja con « bolitas, de las cuales inicialmente hay am; del color
j» 1< 3 < n Asumiendo que m;a es entero. Seleccionamos una bolita al azar desde
la caja y en cada seleccién reemplazamos la bolita seleccionada por ella misma més
una bolita del mismo color. Entonces si deseamos calcular la probabilidad de obtener
una bolita de color j en la i-ésima seleccién, que podemos anotar como P(X; = j) lo

podriamos determinar a partir de :

; e,
P(Xlzj)xn .

E Qg
i=1

. o + Y o S (5
P(Xn+1 =J’X1,X2,...,Xn) = g O:Z—:}ju?’i X:(J)
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Podemos darnos cuenta que la expresién anterior coincide exactamente con la pro-
piedad 4) de la distribucién de Dirichlet, en el caso de un dominic X finito, es debir
muestrear desde una distribucién de Dirichlet es equivalente a generar una secuencia
de variables aleatorias segiin el esquema de urna de Polya, especificado anteriormente.
Blackwell y MacQueen (1973) muestran que este resultado se generaliza al caso en que

el dominio X es infinito , en cuyo caso el muestreo es desde lo que llamaremos un

proceso de Dirichlet,




Capitulo 2

Procesos de Dirichlet

2.1. Procesos de Dirichlet ( DP )

Segtin lo observado en los pérrafos correspondientes al capitulo precedente pode-
mos entender la distribucién Beta como una distribucién sobre el pardmetro p de la
distribucién Bernoulli, el cual define una medida de probabilidad sobre un espacio X
finito dimensional. Asi mismo la distribucién de Dirichlet como una extensién de la
distribucién Beta, la podemos entender como una distribucién sobre los pardmetros
(p1, P2, ..., 1) de una distribucién multimomial. En ambos casos lo que hemos hecho es
asignar una medida de probabilidad a un espacio finito de medidas de probabilidad. La
idea es extender esta forma de entender dichas distribuciones en el caso en que X' es un

conjunto infinito dimensional, tipicamente un espacio métrico separable.
Es en la "realizacién” de esta idea donde la definicién de los procesos de Dirichlet

debida a Ferguson (1973), gana importancia como un caso particular de una definicién

més general como son medidas de probabilidad aleatorias.

14
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2.1.1. Medidas de Probabilidad Aleatorias

Denotaremos por M(X) al conjunto de todas las medidas de probabilidad sobre
(X, B(X}), con B(X) el correspondiente o-4lgebra de Borel sobre X. Los casos analiza-
dos en el capitulo precedente consideraba a X como un conjunto finito. Serd ahora de
nuestro interés considerar X = R.

Desde el punto de vista Bayesiano requeriremos distribuciones a priori sobre M(X),
es decir medidas de probabilidad sobre espacios de medidas de probabilidad.

La topologia del espacio M(X) depende de la métrica definida sobre el espacio.
Algunas de ellas son, la métrica de variacién total o métricé L1, la métrica de Hellinger,
la métrica del supremo, la métrica de la convergencia débil etc..

En la revisién de la literatura las topologias mds usadas provienen de las métricas
de variacién total y de la convergencia débil, y en este sentido miraremos como son los
conjuntos abiertos del espacio M(X') con la idea de a posterior entender el concepto de

consistencia de los estimadores bayesianos no paramétricos.

Meétrica de Variaciéon Total

Sean Py (} pertenecientes a M(X') , se define la métrica de variacién total entre P

y () como
1P — Q| = 2supg|P(B) —Q(B)] BcCX

Cuando la métrica de variacién total se restringe al subconjunto, L, de distribucio-
nes que poseen densidad respecto de alguna medida o-finita, u. Llamemos p y ¢ a las

correspondientes densidades de P y (), entonces
1P=Qll= [1o—qida

que corresponde a la distacia L; entre p y ¢g. Es un resultado conocido que este subes-

pacio, L, con la métrica L, es completo y separable.
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Métrica de la convergencia Débil
En la literatura se establece que la topologia més natural sobre M(X} es la que
proviene de la métrica de la convergencia débil ( weak topology).

Para cualquier P, € M(X) una base de vecindades en esta topologia, consiste de

log conjuntos de la forma

N [ rar.- [ rar<e)

donde f;,...i =1,2,...,k son funciones acotadas y continuas sobre X.

Es importante destacar que bajo esta topologia M(X) es un espacio métrico com-
pleto y separable por lo que se puede definir el g-dlgebra de borel Byx) sobre M(X)
como el menor o-dlgebra generado por todos los conjuntos abiertos ( de esta topolo-
gfa). Otra forma es decir que Buyx) es el menor o-dlgebra que hace que las funciones
{P — P(B): B € B(X)} sean medibles. Una discusién sobre los distintos o-dlgebras
generados por las distintas topologias puede ser encontrado en Gaudard y Hadwin
(1989).

Dentro del contexto del desarrollo de esta tesis es interesante el resultado obteni-

do en la siguiente proposicién, cuya demostracién puede ser encontrada en Ghosh y
Ramamoorthi (2003)
Proposicién 2.1. El conjunto de medidas de probabilidad discretas es un subconjunto

medible de M(X).

Finalmente si consideramos ¢ una medida o-finita sobre X = R , entonces L, es un

subconjunto medible de M(X).

2.1.2. Medidas de probabilidad sobre M(X)

Llamamos medida de probabilidad aleatoria P a la coleccién
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P ={P(B,w),B € B(X),w e Q}

definidas sobre algin espacio de probabilidad (Q, B(X), P) tal que :
Para cada w € 2 la funcién
B — P(B,w)
es una medida de probabilidad sobre un espacio (X, B(X)), donde B(X) es un o—4l-

gebra asociado al espacio &.

Para cada B € B(X) la funcién

w — P(B,w),

es una variable aleatoria que toma valores en X.

Un ejemplo bédsico de una medida de probabilidad aleatoria es la funcién de dis-
tribucién empirica. Sean X;, Xs,..., X, una muestra aleatoria desde una distribucién

desconocida F sobre X, Sea B € B(X'). Se define la funcién
F(B) = zn:f (X,)
n = n £ B\

Observamos que F,, es una funcién medible desde el espacio (A", B(X)") hasta el

espacio de todas las medidas de probabilidad sobre (X, B(X))

2.1.3. Procesos de Dirichlet

Los procesos de Dirichlet (DP) fueron introducidoes por ?, (en la cual estudiaba y
analizaba formas de introducir medidas de probabilidad aleatorias que cumplieran con
clertos requisitos basicos), como una distribucién a priori sobre el espacio de distribu-

ciones de probabilidad sobre un espacio medible (X, B{X)) dado.
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Como una forma de profundizar en esta definicién daremos una mirada a algunas de
las caracterizaciones y representaciones del proceso que se han presentado a lo largo del
tiempo.

Sea X un conjunto con un nimero infinito de elementos ( por ejemplo R, el inter-
valo [0,1], R® etc...) y sea B(X)un o—algebra de subconjuntos de &". Ferguson (1973)
define un proceso de Dirichlet con pardmetro o ( & una medida finita , no nula ) como
una medida de probabilidad aleatoria P sobre (X, B(X')), tal que para toda particién
Ay, As, ..., A de conjuntos Borel medibles de X' y , k € N se tiene que la distribucién

del vector aleatorio (P{A;), P(Az), ..., P(Ag)) es la distribucién de Dirichlet con para-

metros (A1), a(Az), ..., ( Ax))

Ferguson verifica las condiciones de consistencia de Kolmogorov para mostrar la
existencia de este proceso.

En adelante y motivados por las distintas aplicaciones en las que se utiliza dichos
procesos definiremos lo que es una distribucién de probabilidad aleatoria , F, definida
por un DP.

Una distribucién de probabilidad aleatoria, F', es definida por un DP si para cual-

quier particién A, Aa, ....., Ag del espacio muestral el vector probabilidades aleatorias
(F(A)), F(A2), ..., F(Ag)) ~ Dirichlet(M Fo( A1), MF,(Ag), ..., MF,(Ay))

donde M > ( es un pardmetro de precisién, Walker y otros (1999} y F, es la medida
base, definida por el valor esperado E(F(B)) = Fo(B)

La notacién a utilizar serd F' ~ DP(M, F,), para indicar que la distribucién de
probabilidad aleatoria F es definida por un proceso de Dirichlet con medida de centro

F, y pardmetro de precisién M.

En adelante entenderemos indistintamente que la distribucién de probabilidad alea-
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toria I sigue un proceso de Dirichlet, cuando ella es definida por una medida de pro-
babilidad aleatoria que sigue un DP.

Es importante para la interpretacién de los pardmetros del proceso recordar que
la distribucién de probabilidad donde se centra el proceso estd definida por el valor

esperado
E(F(A)) = F,(A).

Y que el pardmetro M interviene en la varianza del proceso segiin la igualdad

Vor(p(a = PAAL = F)

Segiin esta expresién tenemos que si M es "grande” el proceso F' estd altamente

concentrado alrededor de F,, justificando la terminologia anterior, que define a M como

un pardmetro de precision.

En particular, para cualquier B € B(X), si Fo(B) > 0 entonces el proceso F(3)
sigue una distribucién Beta(MF,(B), M(F,(B®)) y con esto F(B) > 0 c.s.

Una propiedad a destacar de los procesos de Dirichlet es que la restriccién del pro-

ceso de Dirichlet a un subconjunto A de X tal que F,{A4) > 0 es un proceso de Dirichlet

F definido por Fa(B) = FE;?Q')B) con parametros M; = MF,{A) y F,la. ( Fola repre-

senta la restriccién de F, al conjunto A)

Es evidente las distintas propiedades que hace interesante la utilizacién de este
proceso pero una critica estdndar a los procesos de Dirichlet es que son casi seguramente
discretos, lo que los hace inadecuados para aplicar en distintos problemas. Para ver esta

discretizacién resulta muy 1til la construccién debida a Sethuraman (1994) que establece
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que si F' ~ D(M, F,) entonces éste puede ser casi seguramente representado como:
o0
F() = wndu(;
k=1

donde py X F, y wy, = Uy [[(1 = U;) con Uy B Beta(1, M), donde §,(.)denota una
j<h
masa puntual en a.

Es decir, con probabilidad 1 desde los DP se obtienen distribuciones que pueden ser
representados como mezclas infinitas de masas puntuales , donde las localizaciones de las
masas puntuales, u, son muestreados desde F, y los pesos aleatorios wy, son generados
per un proceso "stick-breaking”, basado sobre variables aleatorias i.i.d. Beta(l, M).

Un resultado destacable obtenido por Ferguson, especificamente para realizar infe-
rencia a posterioric es que si F' ~ D(M, F,) y X3, Xa,.... Xy, es una muestra aleatoria
de tamafio n desde F entonces la distribucién condicional de F' dado X3, Xs,..X, es

un proceso de Dirichlet de pardmetros M +n y Fy donde Fy oc Fy, + > dx, con
. =1

1, ze A
0, xg A

6:(A) =

2.1.4. Esquema de Urna De Polya

Blackwell v MacQueen (1973) extendieron la representacién en esquema de urna de
distribuciones sobre espacio finito dimensionales a las medidas de probabilidad aleato-
rias, especificamente a los procesos de Dirichlet, conectdndolos con el esquema de Urna
de Polya.

Partamos por definir una secuencia de Polya con pardmetro F, ( F,, distribucién no

nula definida sobre X) como una secuencia de variables aleatorias {X,}, con valores

en ¥YsiVB,BC X
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1. P(X; € B) = F,(B)
2. P(Xny1 € B/ Xy, ..., Xo) = Fu(B)/Fa(X)

donde
n
Fo() = Fo() + > dx,()
1
En el caso particular en que &' fuera un conjunto finito y £, fuera una medida sobre
A& la secuencia {X,}, puede ser entendida como una representacién del resultado de
sucesivas extracciones desde una urna donde inicialmente la urna contiene F,(z) bolitas
de color z y después de cada extraccién, la bolita seleccionada es reemplazada y otra
bolita del mismo color es agregada a la urna.
Siguiendo esta idea y generalizando este resultado al caso en que el espacio de colo-
res es un espacio continuo, Blackwell y MacQueen (1973) establecieron el siguiente
resultado, el cual es crucial para la implementacién computacional desde un proceso de

Dirichlet.

Teorema 2.1. Si {X,}, es una secuencia de Polya con valores en X con parimeiro Q

entonces se tiene que

1. m, = ciﬂ((i)}) converge con probabilidad 1 cuando n tiende a infinito a una medida

de probabilidad aleatoria discreta (*
2. * sigue un proceso de Dirichlet de pardmetro Q
3. Dado %, las variables X1, X5, .... son independientes con distribucién Q*

Con este resultado podemos entender un proceso de Dirichlet , como una medida de

probabilidad aleatoria limite de una secuencia de Polya.
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2.2. Algunos procesos construidos a partir de los

procesos de Dirichlet

A pesar de que los procesos de Dirichlet son los procesos mds populares en la 1i-
teratura no paramétrica, sabemos que son casi seguramente discretos y por tanto son
inapropiados para modelar algunos fendmenos. Una extensién de estos procesos gue
buscan aliviar esta caracteristica, particularmente en aplicaciones donde se requiere es-
timar una densidad, la podemos encontrar en dos trabajos, el primero debido a Ferguson
(1983) v el méds conocido debido a Lo (1984) , donde se realiza una convolucién de un
kernel de una distribucién continua con una medida de probabilidad aleatoria que sigue

un proceso de Dirichlet. Esta convolucién se puede representar a través del siguiente

modelo jerdrquico.

KJ&I' ' ~ f(lgz),?;:l,Q,,'fL
01,0, .0 F % F
F ~ DP(M,F)

En este modelo se mezclan densidades continuas dependientes de algin pardmetro
f, cuya distribucién F es desconocida y por tanto aleatoria a la que se da como priori

un proceso de Dirichlet.

Estos procesos son conocidos por el nombre de Dirichlet Miztures, (MDP)y son
ampliamente utilizados. Algunas aplicaciones las podemos encontrar en Escobar (1994),
West y otros (1994a), Escobar y West (1995a), Escobar y West (1995b) Miiller y otros
(1996) , Bush (1993} y MacEachern (1998).

En el caso particular del trabajo de West y otros (1994a), utilizan un kernel Normal,

de la forma

fzlp, S) o exp[—(z — p)tS (z — p) /2]
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y lo mezclan respecto de 8 = (i, S).

La inferencia para estos modelos es basada en simulaciones MCMC. La eficiencia, ra-
pidez y otras caracteristicas de tales simulacions para modelos MDP es ampliamente
discutida en los trabajos de Bush (1993), MacEachern (1998), West y otros (1994a) y
Neal (2000).

Otra extensién de los procesos de Dirichlet es debida a Antoniak (1974) y son las

mezclas de Procesos de Dirichlet,denotadas por
f D(Mj, Hy)r(d6)

donde cada proceso tiene medida de centro Hp, que depende de un pardmetro 6 y

de niimeros positivos My, f € © y la mezcla se hace sobre la distribucidn a priori 7 de 4.

Una forma de entender estos procesos es pensar que en una primera etapa se selec-
ciona & desde la distribucién 7 y en una segunda etapa se condiciona en ¢ y se asigna
a F una priori Dirichlet

D(Mp, Hy)

En este contexto un modelo ampliamente utilizado es aquel en donde {Fy} pertenece

a la familia de distribuciones Normal de media p y varianza o2 y 7 es una priori sobre

8 = (u,0?) , donde se consideran y; ii.d. F con
F ~ D(My, Hp)

Este modelo es de gran interés en publicaciones especialmente médicas que realizan
Meta-andlisis , en cuyo caso el objeto de interés en el modelo es pu. Es importante
destacar que en el contexto de estas mezclas este pardmetro no tienen una interpretacién
clara, como por ejemplo representar la media o la mediana de F. Esta limitacién es

abordada por Doss (1985) quien utiliza en este tipo de modelos una nueva clase de
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procesos en los cuales, p tiene una clara interpretacion, y corresponde a la mediana del

proceso con probabilidad 1.

2.2.1. Procesos de Dirichlet Invariantes

Los procesos de Dirichlet invariantes fueron introducidos por Dalal (1979) el objetivo
de su publicacién era hallar una clase de distribuciones prioris sobre un espacio de
medidas de probabilidad menos amplio que el que interesaba a Ferguson, ya que su
estimacién no paramétrica tenfa supuestos de simetria o permutabilidad lo cual requerfa
un espacio de distribuciones més restringido y especifico, de hecho las distribuciones
deben ser invariantes bajo cierto grupo de transformaciones. Para resolver esto define
un proceso un poco mas complejo que un Proceso de Dirichlet, al que dié el nombre
de Proceso de Dirichlet Invariante en los que desarrolla propiedades andlogas a las
desarrolladas por Ferguson.

Ademas del trabajo de Dalal existe otro trabajo donde se presenta un método alter-
nativo para obtener una medida de probablidad aleatoria simétrica, ésta es sugerida por
Hannum y Hollander (1983) y consiste en clegir una medida de probabilidad que siga
un proceso de Dirichlet y luego simetrizarlo, més especificamente si P sigue un proceso
de Dirichlet sobre (R*, B(R*)) tal que F(z} = P({—co,z]) y F(z~) = P((—o0,z)),
entonces

F(z) = %F(x) + %(1 — ()

es una medida de probabilidad aleatoria simétrica alrededor de cero. Los autores prue-

ban que /™ sigue el proceso de Dirichlet Invariante, definido por Dalal (1979).

Freedman y Diaconis (1982) realizan inferencia y muestran problemas de inconsis-

tencia cuando se utilizan ciertos tipos de medidas basales del proceso.
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Como hemos visto en la construccién anterior, se considera una medida de proba-

bilidad , F, concentrada sobre [0, +00) y se obtiene su versién simetrizada dada por

1 1 -
Fift) = EF(f) + 5(1 — F(=t7))
Esto nos lleva a afirmar que la construceién de funciones de distribuciones aleatorias

sobre R simétricas alrededor de cero es equivalente a la construccién de funciones de

distribucién aleatorias sobre [0, --oo).

Es importante destacar que las propiedades de los Procesos de Dirichlet Invariantes
estudiadas por Dalal, son andlogas a lgs de procesos de Dirichlet. En particular se tiene
que si F' es un proceso de Dirichlet Invariante de pardmetro a sobre X v X3, Xo, ..., X,
es una muestra de tamafio n desde F, entdnces la distribucién condicional de F' dado

ke

X1, X, ... X, es un procesos de Dirichlet Invariante con medida de centro o+ 3 ‘53;(,-
=1

donde
k

1
SAOR Y baxi

=1

{2}, es un grupo de transformaciones invariantes sobre X'
En el caso particular en que k=2, y se considera el grupo de transformaciones {¢1(z) =

z, ga(x) = —x} se obtiene una representacién para un proceso de Dirichlet simetrizado.

2.2.2. Otras medidas de probabilidad aleatorias de interés

Doss (1984) construye una clase de prioris que dan probabilidad 1 al espacio de
las funciones de distribucién simétricas. Esta clase contiene los procesos de Dirichlet
Simétricos usados por Dalal(1979} y Diaconis y Freedman(1982).

La construccién de la priori definida sobre el espacio de las funciones de distribucidn

simétricas alrededor de cero es basada en el trabajo de Doksum (1974) sobre prioris
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neutrales a la derecha e incluyen la priori definida por Dalal(1979). En otro trabajo,
Doss(1985) también construye ciertos procesos que son asimétricos con probabilidad 1
¥ que concentran su masa en distribuciones con mediana igual a cero. Estos contienen
como caso particular a los procesos de Dirichlet simétricos definidos por Dalal(1979).
La construccidn de tales procesos es la siguiente:

Sea o = M, una medida finita no nula sobre R con mediana igual a cero. Sean a_

¥ . las restricciones de o a (—00,0) v (0, +00) respectivamente.

Eligiendo F_ y F', independientemente desde los procesos de Dirichlet con medida

basal c_ y «; respectivamente se obtienen la medida de probabilidad aleatoria
1 1
F(ty = EF"(t) + —2—F+(t)

que tiene mediana igual a cero pero con probabilidad 1 no es simétrico. Doss hace notar
que si el soporte de « es suficientemente grande, asi lo es el soporte del proceso, también
se rescata la interpretacién de los pardametros, donde M indica el grado de concentracién
del proceso alrededor de a,.

Este nuevo proceso puede ser visto como la distribucién condicional de un proceso de

Dirichlet corriente con pardmetro «, dado que la mediana de F' es igual a cero.




Capitulo 3

Procesos Skew Dirichlet

En ciertas aplicaciones es de interés definir distribuciones con soporte contenido en
algiin subconjunto del espacio de distribuciones continuas. Como por ejemplo el espacio
de distribuciones simétricas, si consideramos el caso de los errores en un modelo de
regresion que tienen distribucién simétrica, los procesos de Dirichlet no serian adecua-
dos para la modelacién ya que ellos son asimétricos con probabilidad 1. Dalal(1979)
introduce una clase de medidas de probabilidad concentrada sobre las distribuciones
simétricas a las que llamd procesos de Dirichlet Tnvariantes. En el caso especial en
el que el espacio de soporte es los reales v considerando particiones de los reales que
estén constituidas por conjuntos simétricos, tal proceso concentra su masa sobre las
distribuciones simétricas. Esta construccién ha sido insuficiente ya que en general se
desea obtener las distribuciones simétricas como un caso especial dentro de un grupo
més general. En este aspecto ni los procesos de Dirichlet ni los procesos de Dirichlet
Invariantes son flexibles para acomodar asimetria y simetria como un caso especial.

Ein este trabajo se introduce una nueva familia de medidas de probabilidad aleatorias
cuyos elementos se construyen como una mezcla convexa de un proceso de Dirichlet
concentrado sobre los reales positivos y otro concentrado sobre los reales negativos

y cuya mezela depende solo de un parametro de asimetria que designamos por 4 y

27
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tal que la simetria se obtiene como un caso particular cuando = 1/2 y cuando en
la definicién de las distribuciones finito dimensionales la particién se concentra sobre
conjuntos simétricos de los reales.

La idea bésica parte desde la representacién de cualquier variable aleatoria X con
distribucién simétrica como U - V donde V tiene la distribucién de [X| (concentrada
sobre RT) y U es uniforme sobre {—1,1}. Con esta idea en mente tenemos que si U
es distribuida tal que P(/ = 1) =8 =1 — P/ = —1) con 0 < § < 1 entonces la

distribucién de U - V es asimétrica y es simétrica si y sélo si 8 = é

3.1. -Definiciones y algunas propiedades

Se define una nueva familia de medidas de probabilidad aleatorias que se deriva a
partir de la definicién de procesos de Dirichlet y que incluyen como caso especial a los

procesos de Dirichlet invariantes.

Definicion 3.1. Una medida de probabilidad aleatoria F' se llamars Proceso Skew Diri-
chlet sobre R con parametros M, Fy, ¢ si para cualquier particién medible A;, A, ..., A,

de R se tiene que

(F(A1),..., F(Ar) ~ 8Dir(MFo(A1), . .., MFo(Ag))
+ (1 — N Dir(MFy{—A1),... TMEB(—Ar)), (3.1)

donde Fy es una funcidn de distribucidn concentrada sobre R*, 0 < 0 < 1 es el pardme-
tro de asvmetria, M > 0 es el pardmetro de masa total o peso a prioriy Dir(ay, ...., o)
representa la Distribucién de Dirichlet con pardmetros (aq, ..., o).

En adelante denotaremos a este proceso por ' ~ SDP(M, Fy, 8).
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Comparando (3.1) con la definicién de un DP dada por Ferguson (1973), los SDP
pueden ser entendidos como una reflexién alrededor de 0 de un DP regular concentrado
sobre R* pero donde el signo positivo es asignado con probabilidad 4.

Podemos entender al pardmetro # como un indicador, segin su valor se encuentre

més cercano a 1/2; a que el soporte del proceso I este constituido por distribuciones

simétricas o asimétricas.

3.1.1. Algunas propiedades de los procesos Skew Dirichlet

Es interesante destacar que los SDP ademds de la definicién a partir de las trayec-

torias finito dimensionales pueden ser construidos de la siguiente forma:

Sea M > 0y sea [y, una distribucién concentrada en R* |, y consideremos el
proceso de Dirichlet, F',, con distribucién a priori DP(M, Fy, ). A partir de este proceso

construyamos un nuevo proceso ¥, ¥t € R tal que :

Flt)=0F.(t)+ (1 -0)(1 — Fy.(~t7))
Es claro que estos procesos son Procesos Skew Dirichlet. Esto serd demostrado més

adelante en el Teorema 3.5.

Esta representacidn tiene la ventaja de permitirnos identificar e interpretar més f4-
cilmente a los pardmetros del proceso. En efecto desde esta identidad podemos observar
sin mayor dificultad que el percentil (1 ~ @) de F es igual a cero con probabilidad 1 y

que

E(F(t)) = 0F4 (t) + (1= 6)(1 = Fop(=t7)) (3.2)

es decir el valor esperado de un SDP es una distribucién asimétrica, salvo el caso en
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que 8 =1/2.

También se rescata la interpretacién del pardmetro M como indicador del grado de

concentracion del proceso Skew Dirichlet alrededor de Fy. En efecto

» S5i '~ SDP(M, Fy,¥) y A es cualquier evento en B(R) entonces

VIF(4) = T {PVE.(A) + (1~ V(- By (-A)). (33)

Ya que en el proceso de Dirichlet regular F, se tiene que

FF(A)(1 - B (-A4))
M+1

V(F(4)) =

» En el caso particular donde £ = % y los eventos A estdn restringidos a satisfacer

A = —A, entonces los SDP llegan a ser los procesos de Dirichlet Invariantes

definidos por Dalal (1979).

» Cualquier SDP sobre R es una combinacién convexa de dos DPs, uno concentrado

sobre R* y el otro sobre R™.

Observacion 3.1. En general los SDP no son conjugados bajo muetreo independiente.
A pesar de ello esta condicién no es restrictiva ya que las simulaciones del proceso en

las distintas aplicactones se pueden obtener utilizando muestreo de Gibbs en MCMC.

3.1.2. Otra representacion de los procesos Skew Dirichlet

El siguiente resultado extiende la representacién dada por Sethuraman (1994) a los

procesos de Dirichlet para los procesos Skew Dirichlet , como sigue:
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Teorerna 3.1. Cualquier F ~ SDP(M, Fy, 0) puede ser representado como
F()=6> wiby()+(1-8) ) wid_y, ()
i=1 i=1

i o .
donde Vi, Vi, ...,. ~ Fy vwy,wa, ... son pesos estocdsticamente ordenados que siguen

un procesc ” stick breaking ” como sigue

W = Ul
¥y
h-1 .
we= [ -V VR>2,
=1

con Uy, [, ..... ﬁﬂiBeta(l,M)

Esta representacién muestra que cualquier F ~ SDP(M, Fy,8) puede ser mirado
como una suma ponderada de dos mezclas infinitas de masas puntuales con distribucién
marginales Fy y 1 — Fyoyp respectivamente (entenderemos en adelante que ¢(z) = —z).
Este resultado también sirve para verificar la afirmacién de que la simetria se obtiene
sélo si § = 1/2.

Ademds podemos notar que cuando Fy tiene densidad fy, F tienen densidad

Bfo(z) + (1 - 8) fo(—2)Vz € X. (3.4)

Observemos que esta densidad es discontinua en = 0 a menos que f3(0) = 0.

Una simple solucién a este problema es considerar para 0 < 8 < 1

FY =) wibiony () + Y wad_a_gpy (), (3.5)
h=1 h=1
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con ponderaciones {wy,} y variables aleatorias {V},} definidas como antes.

Bajo (3.5) la densidad marginal de cada componente mezcla es

Jo (g') Hz 20} + fo (_if_ﬂ) Iz < 0},

( ver Arellano-Valle y otros (2005)) la cual es continua.

Bajo esta construccidn alternativa,la teor{a desarrollada es vélida, con los cambios co-

rrespondientes. Notemos que la simetria es obtenida, si y sélo si 8 = %

3.1.3. Representacién de SDP en esquema de urna

Aplicaciones pricticas de SDP requieren algunos resultados extras. Especificamente
¥ en analogia con los proceses de Dirichlet, se discutird la representaciéon en esquema

de urna de la distribucién marginal de una muestra

X, . X JFZF

F ~ SDP(M, Fy,6)

Tal representacién es particularmente 1til para el esquema de simulacién a posteriori.

La descripcién siguiente fue desarrollada en el espiritu de la aplicacién de los resul-
tados debidos a Blackwell y MacQueen (1973).
Partamos notando que si Xy, X, ..., X, |F “Fand F ~ SDP(M, Fy, 8) entonces

para todo B € B(R)

P(X,€B) = u(B) (3.6)

P(Xl+1EBlX1,X2,---,Xl) = %s (37)
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paratodo!=1,...,n—1, donde ¢(B) = --B, u(B) = E(P(B)) dadoen { 3.2 ), y para
1>1

m(B) = Mu(B) + 63 8xi(B) + (1 - ‘9)251Xd(60(3)) (3.8)

g==1
asi que /4(R) = 2(M + ). Aqui 6,(-) representa una distribucién degenerada con-

centrada z.

Cualquier secuencia de variables aleatorias satisfaciendo (3.6) y (3.7) serd llamada

Secuencia Skew Polya.

Observacicon 3.2. Las variables que conforman una secuencia de Polya son construidas
asignando signo positivo o negativo a los valores absolutos de una secuencia de Polya

usual, donde la probabilidad de asignar el signo positivo es 6.

A continuacién se presentam una serte de proposiciones que permiten establecer
relaciones entre una secuencia Skew Polya con una secuencia de Polya usual.
En primer lugar el siguiente teorema establece, entre otras cosas, la independencia

condicional del médulo de una variable futura de la secuencia de Skew Polya con la

muestra X, Xy, ...X,.

Teorema 3.2. Sea {X,,,n > 1} una secuencia Skew Pélya con pardmetros M , Fy v 6.

Entonces
a) IXn+1| i (Xh Xa, Xn)/lxﬂ! IX2|5 e 'X'nl

b) La secuencia de variables aleatorias {Y,, = sign(X,},n > 1} es i.i.d.
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Demostracion 3.1. Segiin vemos en la ecuacién (3.8) la probabilidad predictiva sélo

depende de los valores previos de la secuencia, X, X, ...., X, & través de sus valores
absolutos | X[, [ X3/, ..., | X,| con esto se muestra que
P(Xpi1€ B| X1,...,Xn) = P(Xom € B1X, ..., | X4l), (3.9)

desde aquf (a) se sigue ficilmente.
Ademis

PV =1|¥1, .., Y,) = P(Xnu>0Vh,.....Y,)

Pero

E(lx, .|V, ... Ya) = B(E(Ix, ,|Y1, - Yo, | Xif, o [ G DY, - Ya)

E(E(Ix, | X1, - Xa)[Y1, . Vo) = E(P(Xon) > 0/ X1, ., X))V, ., Yy
Ademas por (3.7), P(Xp > 0] Xy,...,X,) =0, asi que
P(Yn-}-l =] I Yi}"'ryﬂ.) :g)

desde lo cual se sigue (b). B

Es interesante establecer relaciones entre la secuencia Skew Polya con una secuencia
de Polya usual, la proposicién que se presenta a continuacién con su respectivo corola-
rio muestra como a partir de una secuencia Skew Polya sobre R se puede obtener una

secuencia de Polya sobre BT vy consecuentemente otra secuencia de Polya sobre R~
V. hi Y
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Proposicidon 3.1. Si {X,,,n > 1} es una Secuencia Skew Polya con medida de centro
Fy y pardmetro de concentracién alrededor de Fy a priori M y pardmetro de asimetria 8,

entonces {|X,|,n > 1} es una secuencia de Polya con medida de centro Fy y parametro

de precisién M.,

Demostracion 3.2. Ya que {X,,n > 1} es una secuencia Skew Pélya , entonces
la probabilidad predictiva sdlo depende de las X, Xy, ..., X, a través de los valores

absolutos | X1}, | X3/, ...., | X,| con esto se muestra que

P(Xpi1 € B/X1, Xy ooy Xn) = P(Xns1 € B/IX1), 1 Xa], o |1 Xa) (3.10)

Se sigue desde {3.10) que para todo A € B(R¥)

P(|Xnpa| € A/1Xals oy [Xn]) = P(Xnpa € A/IX, o [XG]) + P(Xnia € —A/1X0), ..., [ X))

:P(Xn+1 = A/Xl, ...,Xn) + P(XTH-I S —A/Xl, ey Xﬂ)

MFy(A) + 30 dx{A) Fop(A) + 370 dxi{e(A))
p(RY)+n Fy(R*) +n

=6 +(1-8)

Consecuentemente,

Fo(A) + 3 1y dx(4)
FD(R+) +n

P(|Xn+ll S A/IXI,: IX2'a-“s iX'n') =

y la probabilidad
MFy(A)

= Fp(A)

Corolario 3.3. Sea {X,,,n > 1} una Secuencia Skewed Pdlya con pardmetros M, Fy, 0

entonces {—|X,[,n > 1} es una Secuencia de Pélya con pardmetros M, Fpe.
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Como hemos visto en las proposiciones precedentes se obtiene de forma natural
secuencias de Polya sobre R™ y R™ a partir de secuencias Skew Polya sobre R. El
siguiente Teorema establece el reciproco, es decir la construccién de una Secuencia
Skew Polya con pardmetros M, F,, § a partir de una secuencia de Polya con pardmetros

M, F, donde F,(0) = 0.

Teorema 3.4. Sea {|X,|,n > 1} una Secuencia de Pélya con pardmetros M y Fy
entonces ¥; = Uil X;| con U; iid P(U; = 1) =0 = 1 — P(U; = —1) y U; independiente

de | X;| entonces {¥;} es una Secuencia Skew Pélya con pardmetros M, Fy, 0

Demostracion 3.3. Yaque Y; =

Tenemos que en general

Xoa| [TU Uny oy Unf1 X0, Xl oo, | Xl

y esto dice que

P(| Xl € BIIXY|, ..., [ XD, sill, =1
Pt € BlYi ) — | Tl € By 1X0) "
P(_[Xn+ll € BI - !Xl;v "'f_IXﬂ')a si Un+1 =-1
Entonces
P(You1 € B, ., Vo) = 0P(|Xny1| € Bl Xal, ooy [Xa)+(1-0) P(— | Xnpa| € Bl—[Xi), ..., = Xa))
Pero como
Y; = Ui| X
entonces

1Yi[ = | X
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Con esto claramente
P(Yugr € b{Yi, ., Ya) = 8(Fo(B) + 3 S (B)) + (1 — O)(Fo(B) + 3 61wy (BY)
=1 =1

Entonces {Y}, },>16s una Secuencia Skew Polya. M

El siguiente Teorema establece la convergencia de la mezcla convexa de los procesos

de Dirichlet con soportes ortogonales a un proceso Skew Dirichlet.

Teorema 3.5. La distribucion condicional (3.7) converge con probabilidad 1 cuando

n — oo™ a la medida de probabilidad aleatoria
F*=0F +(1-0)Fp

donde £} ~ DP(M, F).
Demostracion 3.4. La demostracion se basa en el trabajo de Blackwell y MacQueen
(1973) quienes demuestran que un DP es una medida de probabilidad aleatoria limite

de uns Secuencia de Polya. En efecto sea

_ o Ha() _gy_Hnl())
U OB O

como por el trabajo de Blackwell y MacQueen (1973)

#n(-)
u(R)

converge con probabilidad 1 cuande n — oo a p*

donde #* sigue una distribucién de Ferguson sobre Rt con pardmetro u y

Fotpn(-)
(totp)n(R™)
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converge con probabilidad 1 cuando n — oo a ()

donde (p,)* sigue una distribucién de Ferguson concentrada sobre R~ con paré-

metro po.

Se obtiene entonces que consecuentemente m, (.} converge a u* + (1 — ) (po0)*. R

Este tltimo resultado nos lleva a obtener el siguiente Corolario.

Corolario 3.6. Sea I un DP con pardmetros M, Fy tal que Fy(0) = 0 entonces
G=0F+(1-0)F¢

es un SDP con pardmetros M, Fy, 8.

Observacion 3.3. Como vimos en el conjunto de resultados anteriores se puede obtener
una secuencia Skew Polya a partir de una secuencia de Polya y vice versa. Ademis el
resultado establece la convergencia de una combinacién convexa particular de secuencias

de Polya una sobre Rty la otra sobre R™ a un proceso Skew Polya.




Capitulo 4

Regresion Bayesiana No
paramétrica con SDP

4.1. Introduccidn

La idea de considerar distribuciones que van mds alld de la normal para los términos
de error en un modelo de regresién dentro de la perspectiva bayesiana, no es reciente,
inicialmente se consideraron distribuciones que inclufan a la familia normal, pero que
preservaban la simetria, como por ejemplo los trabajos pioneros de Zellner (1975) y Box
y Tiao (1975), el primero trata con la distribucién t-multivariada Que preserva la esferi-
cidad de la normal, pero viola la independencia, el segundo trabaja con distribuciones
marginales simétricas, en la familia exponencial potencia, preservando el supuesto de in-
dependencia. A partir de entonces las extensiones van desde la considereacién de mezcla
en pardmetros de escala de miembros de familias paramétricas multivariadas o univa-
riadas de distribuciones simétricas, como la familia normal, la familia de distribuciones
uniformes simétricas en torno al cero y la familia de distribuciones de Laplace.

La consideracién de familias de distribuciones construidas a partir de asimetriza-
cion de una familia simétrica conteniendo a esta tltima, no tardé en llegar, uno de

los primeros trabajos que considera términos de error independientes con distribucién

39
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en una familia de distribuciones asimétricas con moda cero es el de Fernindez y Steel
(1998) focalizado en el hallazgo de distribuciones a priori no informativas y condicio-
nes que conducen a posterioris propias, Yu y Moyeed (2001} consideran mezclas de
distribuciones asimétricas de Laplace y utilizan prioris impropias.

Posteriormente, Sahu y otros (2003) consideran asimetrizaciones de distribuciones
simétricas multivariadas como familia de distribuciones pars el vector de términos de
error cuya representacion facilita el uso de Gibbs Sampling , para ver aplicaciones Bran-
co y Dey (2002) , Arellano-Valle y otros (2003), Liseo (2004) y Ferreira y Steel (2004).
Una discusién general de distribuciones asimétricas univariadas pueden ser encontradas
en Ferreira y Steel (2005). )

Uno de los potenciales problemas que se tiene con estas familias es que no necesaria-
mente tienen media o mediana cero, lo cnal dificulta la int;erpretacién de los coeficientes
de regresién y por tanto la especificacién de genuinas distribuciones a priori sobre dichos
pardmetros. Una posible solucién es utilizar prioris no informativas, en especial, si el
objetivo es la inferencia de una nueva observacién o bien realizar una regresién sobre
Ia mediana donde se restringen a subfamilias de distribuciones simétricas con mediana
cero si los coeficientes de regresién son de especial interés o bien en el caso més general
realizar una regresién cuantil como ocurre con frecuencia en aplicaciones en finanzas.
Algunos trabajos en esta direccién adoptando un enfoque bayesiano paramétrico son
los de Yu y Moyeed (2001}, que consideran distribuciones de Laplace asimétricas para
regresién cuantil fijando el p-ésimo cuantil en cero. Discusiones, aplicaciones y referen-
cias pueden ser encontradas en Yu y otros (2005) y una aproximacién a la verosimilitud
puede ser encontrada en Dunson y Taylor (2005) basados en el trabajo de Lavin {1995).

Gelfand (1999) provee de una discusién general de aproximaciones semiparamétricas
en regresién lineal. West y otros (1994b) consideran regresién lineal con mezclas sobre la

medidad basal de procesos de Dirichlet sobre los coeficientes de regresidn y las varianzas.
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Brunmer y Lo (1989), Brunner (1995b) consideran regresién con errores provenientes de
una densidad unimodal asimétrica.

Regresién mediana y regresién cuantil también han sido estudiadas desde el pun-
to de vista bayesiano semiparamétrico como en Kottas y Gelfand (2001) y Gelfand y
Kottas (2003) donde estudian un modelo de regresién mediana considerando una fa-
milia de distribuciones asimétricas de mediana cero usando una mezcla de procesos de
Dirichlet con soporte sobre disiribuciones con mediana cero y rango intercuartil fijo.
Ellos consideran la familia de distribuciones definidas como una media aritmética de
dos funciones de densidad no decrecientes, una sobre el gje real positivo v la otra sobre
el eje real negativo, las que a su vez admiten representacion como mezcla de distribucio-
nes uniformes Feller (1971) y se escoge como medidas en cada mezcla, dos procesos de
Dirichlet independientes. Por construccién cada elemento de la familia tienen mediana
cero, con mejor desempeno en el enfoque completamente no paramétrico. Los resultados
obtenidos son bastante inestables, como lo mencionan los propios autores, de hecho los
mismos autores consideran un enfoque semi paramétrico considerando MDP a partir de
mezclas en pardametros de escala de una particular familia de distribuciones asimétricas
con mediana cero, con rmejor desempeiio que el enfoque completamente no paramétrico.

Esta propuesta difiere de las anteriores, pues considers Procesos Skew Dirichiet
(SDP), con mezcla, no en el pardmetro de escala, si no, en pardmetros de localizacién,
de modelos de regresién normal. Especificamente se counsidera que la asimetria puede
ser introducida por la presencia de outliers o grupos definidos como saltos en la me-
dia, como consecuencia la distribucién de la variable respuesta después de integrar el
SDP es parametrizada por los coeficientes de regresidn y el parimetro de escala tiene
distribucién continna que es simétrica solo si el pardmetro de asimetria es 1/2.

Puesto que los Modelos no paramétricos que utilizan como priori un SDP son esen-

cialmente jerdrquicos, los pardmetros tienen la interpretacién que corresponde a un
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modelo de regresion normal con diferentes interceptos en la primera etapa. Asf la es-
pecificacién de distribucién a priori es hecha condicionalmente a los interceptos. La
eleccion de un SDP para los interceptos no sélo se justifica por su flexibilidad si no
también por sus implicaciones sobre la simetria de la distribucién marginal de la com-

ponente no sistemdtica en el modelo de regresion.

4.1.1. Analisis de Regresion utilizando mezclas de SDP

Counsideraremos un modelo de regresién lineal en el cual utilizaremos mezclas de SDP
sobre el pardmetro de localizacién. Fspecificamente , sean (y;, x;) el vector de respuestas
y covariables p dimensionales asociadas al iésimo sujeto , i = 1,2, ..., n. Consideremos

el siguiente modelo jerarquico

Yilpss, B, 6% ~ N + 87 2;, 0%)
Biyeoe |~ F
F|8,M,7 ~ SDP(6, M, Fy(r))
- {(41)
o2 ~ g, 1)
7~ T (Ao, M)
B~ N(0,5)
donde Fp(7) es la distribucién de |Z| con Z ~ N(0, 1) y hiperpardmetros conocidos
(a1, b1, vo, 11, Aoy Ao, S).
Esta estructura jerdrquica es motivada a partir de la consideracién que la asimetrfa
es introducida por la presencia de outliers o grupos de puntos con desviaciones similares.
Debido a la flexibilidad de los SDP, éstos pueden capturar las anormalidades descritas

a través del intercepto u; como en el método discutido por Quintana y Iglesias (2003)

en el contexto de modelos particién producto.
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Mi4s adelante se verificara que la distribucién marginal de las respuestas, después de
integrar sobre el SDP es caracterizada por los coeficientes de regresion y el pardmetro
de asimetria 0, y la simetria se obtienen si y sélo si § = 1/2

Finalmente este modelo jerdrquico tiene la ventaja de la interpretabilidad, ya que
al modelar no paramétricamente los interceptos u; y dados los p; y la medida de pro-

babilidad aleatoria F, los coeficientes de regresidn y la varianza tienen la interpretacion

usual.

Observemos que la verosimilitud en el modelo jerdrquico especificado puede ser

obtenida a partir de las representaciones en términos de densidades del modelo

=%+ i=1,2,..,n 7 (4.2)

donde los ¢; son i.i.d. con distribucién comtn N(0, %) y son independientes de todos

los otros términos del modelo.

La expresién {4.2) puede ser ser reescrita como

yi= AT+ i=1,2..,n : (4.3)

donde 7; = ; + ¢; representa el error en esta nueva especificacién del modelo.

Adelante se mostrard formalmente que r; tienen distribucién marginal simétrica si

y sblo si f = 1/2.

Para obtener este resultado, en primer lugar se demostrardn un par de proposiciones

sobre las que se basard la demostracion del teorema principal.

Proposicion 4.1. En el modelo (4.1) la distribucién condicional de p;|0?, 8 es simétrica

respecto de cero si y sélo si la distribucén condicional de la componente aleatoria r; lo?, 8
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es simétrica respecto de cero, donde r; = y; + €.

Demostracion 4.1. Como r = p + € es la componente aleatoria en el modelo de

regresién lineal {4.3), entonces podemos utilizar esta identidad estocéstica

rle, F 4 p+ele, F

y por tanto obtener que

£(rle) = / F(rle, F)du(F)

Entonces
frlrle, F}y = fu(r— ele,F),‘

con esto

51 = [ fatrie Piau(F) = Fal~rie)

falr) = [ FriON(©,0%)de = fal=r)
En el otro sentido, s6lo es necesario utilizar la identidad estocdstica en sentido inverso
con lo que obtenemos

ule, F Lr- ele, F

Con esto concluye la prueba B

Observacidon 4.1. Observemos que en la proposicién anterior se establece simetria de

la componente aleatoria en relacién directa y biunivoea con la simetria de los interceptos

del modelo.

En la siguiente proposicién se establece también una relacién biunivoca en el sentido

que la simetria de la distribucién de los interceptos del modelo se obtiene si ¥ sdlo si el

valor del pardmetro § es 1/2.




CAPITULO 4. REGRESION BAYESIANA NO PARAMETRICA CON SDp 45

Proposicién 4.2. En el modelo de regresién lineal (4.1) u;|o?, 3 tiene distribucién

simétrica respecto de cero si y sélo si § = 1/2.

Demostracién 4.2. Es suficiente probar que la distribucién de 4 es simétrica respecto
“de cero si y s6losid = 1/2, ya que todos los g; "s , tienen la misma distribucién marginal

(permutabilidad ). En efecto y de acuerdo a la representacién en (3.4) el esquema de

urna 4 tiene densidad

8fo(z) + (1 - 0) fo(—2)
La cual es simétrica si y sélo si # = 1/2, por lo tanto la distribucién marginal de p; es

simétrica siy s6losifd=1/2.

Teorema 4.1. Bajo el modelo (4.1), la distribucién de los errores tienen densidad dada
por f(z) = [ N(z; u,&z) dF(u), y ella es simétrica si y s6lo si 6 = 1.

Demostracion 4.3. La componente aleatoria del modelo (4.1) es r; = p; + ¢; don-
de 1, ¢ son condicionalmente independientes dado o2, F y €]o® MN (0,0?%) enton-
ces la densidad de 7; es la convolucién de ; con ¢ y estd dada por Flr|o?, F) =
[ N(r; e, 0%) dF (o) Ademés ;| F % F entonces uis dado F' son permutables y al apli-

car las dos proposiciones anteriores obtenemos que fgp(r) = fp(—r). B

Observacion 4.2. En el modelo jerdrquico es necesario especificar una priori para 4.
Para realizar esto es interesante considerar la simetria como un caso especial. Si se

considera la siguiente distribucién a priori:

g~ T051/2(9) -+ (1 - rg)Beta(E?; ag, b[)) (44)
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donde 0 < 1y < 1, ag, y bp son nimeros conocidos. Podemos observar que esta mezcla
asigna una probabilidad positiva al modelo simétrico y también facilita el calculo del
factor de Bayes que estd dado por:

P(@= %|data)(1 )

P(8 # 1|data)r, (45)

el cual puede ser evaluado desde cualquier apropiado esquema de simulacion.

4.1.2. Aplicacién : Retorno de acciones del mercado chileno

Consideremos los datos mensuales de las series de retornos de acciones desde la
productora de vino chileno, Concha y Toro.

Es interesante estudiar la relacién entre estos retornos de acciones y una variable que
describa el comportamiento del mercado. Serdn utilizados los valores correspondientes
del IPSA.

Consideremos el modelo de regresién y ~ N(u; + 871;), donde y; representa el
exceso del retorno del activo de la tasa libre de riesgo durante el i-ésimo periodo , y
z; es el exceso de retorno del activo en el portafolio del mercado en el i-ésimo periodo.
Bajo ciertas condiciones la pendiente en el modelo de regresién, que se entiende comoA
la variacién relativa del exceso de retorno en el mercado, su estimacién, en el dmbito

de las finanzas representa la estimacién del riesgo sistemndtico.
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Figura 4.1: Grdfico de dispersion retorno de acciones de Concha y Toro versus el IPSA.

La figura (4.1} muestra el grafico de dispersion de los datos y el histograma de los
residuos del modelo de regresién después de haber ajustado la recta de regresién por
minimos cuadrados. El histograma contiene un estimador de kernel de la densidad que
provee la funcién density soportada en el sistema R.

Bl prafico sugiere la necesidad de usar distribuciones asimétricas, de hecho el esti-
mador de kernel sugiere la presencia de varias modas menores en la distribucién de los
errores.

Es conocido que observaciones atipicas pueden tener un severo impacto en la estima-
cién de los coeficientes de regresién. Para reparar tales problemas, Quintana e Iglesias
(2003) proponen utilizar modelos particién producto con efectos aleatorios en la forma
de interceptos para sujetos especificos. Ahora se reanalizan los datos utilizando el nﬁo—

delo especificado donde la variable exceso de retorno es la respuesta y los valores del

IPSA es la variable predictora.
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4.1.3.

Algunos resultados obtenidos en la modelacién

Se ajusta un modelo semiparamétrico, utilizando M = 1 ( en el esquema MCMC

se puede incorporar conocimiento inicial a cerca de M, ver Escobar and West (1995))

y prioris vagas para los otros pardmetros. En primer lugar, en un analisis exploratorio

se utiliza como priori p(f) = Beta(6;ao, by), donde se obtienen las distribuciones a

posteriori mostradas en la figura (4.2).
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Figura 4.2: Distribuciones o posteriori de los pardmetros del modelo

En la figura (4.2) el gréfico superior izquierdo muestra la densidad a posteriori

marginal de 4. El grafico superior derecho muestra la posteriori marginal condicional

p(#6 # 1/2,y).Los graficos inferiores de izquierda a derecha muestran las densidades

posterioris marginales de 2 y .
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La posteriori p(f|data) sugiere alta asimetria en el modelo. Se repite el andlisis
utilizando esta vez (4.4) con ryp = 0,5 dando el factor de Bayes calculado en (4.5) tuvo
un valor de 0,033, confirmando la afirmacién anterior. Para entender como el modelo
ajusta los puntos outliers consideramos las regiones de confiabilidad a posteriori del

95 % para los residuos de la regresién, los que se muestran en la figura (4.3).

95%% HPDs for poaterior rasiduals

o.a —

Poslerio mea o fesiduals

Wik ikikind
Figura 4.3: HPD’s de 95 % para los residuos de la regresidn.

T T T T
[_1~] BO 100 120

OIEaarsation

La mayorfa de los intervalos de credibilidad incluyen el 0, pero algunos de ellos
no. Esto puede ser interpretado como un indicador de observaciones atipicas. Podemos
ordenar los valores absolutos de los residuos y considerar los tres mas pequefios, los tres

centrales y los tres mayores. Sus correspondientes densidades a posteriori se muestran

en la figura (4.4).
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Figura 4.4: Distribucidn e posteriori para elgunos residuos en el modelo.

No sorprende ver en la figura (4.4) el hecho que las posterioris en la primera fila estdn
altamente concentradas, menos concentradas en la fila central y la 1iltima fila presenta
bimodalidad, revelando que un modelo paramétrico podria ser inapropiado para ajustar

la distribucién del error.
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Tabla 4.1: Algunos resiimenes de las posterioris para el ejemplo de regresién.

Parameter

Posterior Mean

95% HPD

M

0,929 (0,0268)
0,611 (0,0056)
0,030 (0,0002)
0,652 (0,0222)
0,574 (0,0162)

(0,209, 1,830)
(0,174, 0,990)
(0,020, 0,040)
(0,102, 1,654)
(0,164, 0,999)

a1

En la tabla (4.1) los errores estdndar de Monte Carlo son puestos entre paréntesis.




Capitulo 5

Estimacion de una densidad

5.1. Introduccion

Combinar un kernel Gaussiano con un DP resulta uno de los procedimientos més
populares de estimacién de la densidad desde la perspectiva Bayesiana no paramétrica.
Tales modelos fueron introducidos por Lo (1984). Otros estudios en este mismo enfo-
que se pueden encontrar en los trabajos de Ferguson (1983), Escobar y West (1995b),

Gasparini (1996). Una discusién del tema se puede ver en el trabajo de Roeder y Was-

serman (1997).

Debido a la naturaleza discreta de los Procesos de Dirichlet en el problema de
estimacién de una densidad es natural pensar en los modelos de mezcla, donde los
Procesos de Dirichlet juegan un rol fundamental. De hecho se realiza una convolucién
de un kernel de una distribucién continua con una medida de probabilidad aleatoria

que sigue un proceso de Dirichlet. Esta convolucién se puede representar a través del

modelo.

92
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Yilv; ~ fllu),i=12 ..,n
V1, V2, ey Vp | F 2 F
F ~ DP(M,F,)

En este modelo se mezclan densidades continuas dependientes de algiin pardmetro
v, cuya distribucién F es desconocida y por tanto aleatoria a la que se da como priori un
proceso de Dirichlet. En particular se puede considerar un Kernel Normal y en este caso
el pardmetro v corresponde al vector de media y varianza de la Normal. Estos procesos
son conocidos por el nombre de Dirichlet Miztures, (MDP). Algunas aplicaciones las
podemos encontrar en Escobar (1994), West y otros (1994a), Escobar y West (1995a),
Escobar y West {1995b}), Ml'ilier4y otros (1996}, Bush (1993) y MacEachern (1998). Es
importante destacar que la clausura ( topologia débil) de estas densidades es MM(R).

En el problema de estimacién de una densidad lo natural es preguntarse por la con-
sistencia de la posteriori, es aqui donde Barron y otros (1999) provee de condiciones
suficientes para dicha consistencia y en el capitulo 4 del libro de Ghosh y Ramamoorthi
(2003) se muestra el teorema de Schwartz como una herramienta poderosa para esta-
blecer consistencia de la posteriori. '

Lijoi y otros (2005) muestran que una MDP es fuertemente consistente si la medida
de base del proceso de Dirichiet tiene media finita y la priori de la desviacién estandar
tiene un decaimiento exponencial en una vecindad del cero.

Una demostracién de la consistencia fuerte de la posteriori en el modelo MDP, con

kernel normal con una priori gama invertida para la varianza puede ser encontrado en

Ghosh y Ramamoorthi (2003).
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5.1.1. Modelo de mezclas de normales con DP

Los MDP pueden ser representados a través de una medida de probabilidad alea-

toria que es obtenida por una convolucién de un kernel gaussiano con una medida de

probabilidad aleatoria proveniente de un DP.

El modelo es de la forma
Fia) = [ fi0)G(0)

G ~DP(M,G,)

(5.1)

donde el kernel es f(z{f) = ¢, 5 o exp[—(z— u)T Sz~ u)/2}, y se mezcla respecto

al parametro 8 = (g, S).

La inferencia a posteriori en el modelo (5.1} es basado en simulaciones MCMC.
Algunas Simulaciones MCMC eficientes para este modelo son discutidas entre otros en
Bush (1993), West y otros (1994a), Miiller y MacEachern (1998) y Neal (2000).

El modelo de mezcla de normales bésico que describe Ferguson (1983) es como sigue:

Y1, Ya, o, Yol Vi, G %N (s, Vi)
(ma, V)IG G (5.2)
G ~DP(M,G,)

En este modelo (u;, V) son los pardmetros correspondiente a la media y varianza
de distribuciones normales que determinan los pardmetros bidimensionales m; = (u;, V;)
que provienen de una distribucién G sobre RxR*, donde esta distribucién es desconocida

¥ por tanto aleatoria, la que es modelada como un proceso de Dirichlet, definida por el

parametro de precision M y la medida basal G, que es la esperanza a priori de G.
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El objetivo ahora es plantear un modelo similar a (5.2), pero utilizando como priori
un proceso SDP, con lo que se pretende resolver el problema de estimacién de una

densidad utilizando un mezcla de kernel tradicional en el espiritu descrito en Escobar

y West (1995b).

5.1.2. Estimacion de una densidad utilizando SDP

Como una ilustracién de la capacidad de modelacién basada en SDP, se adaptars
el modelo en Escobar y West (1995b) y presentado en (5.2). Haciendo esto tenemos
la flexibilidad que provee un modelo Semiparamétrico pero con la ventaja extra de

un procedimiento explicito para controlar la simetria. Especificamente consideremos el

siguiente modelo jerarquico:

¥l i, Vi~ N(u, Vi) (5.3)
con
F() = wibimron, 5 + > Wnbim—(1-0)an.B0)» (5.5)
h=1 h=1

donde los ponderadores {w} provienen desde un proceso “stick-breaking ” con paré-

metro M, y donde {(Aj, By)} son muestreados desde Fy(4, B) tal que
A , B~ ,N(G?TB)I: B_l ™~ P(a'11b1)1

i.e., A | B tinen la misma distribucién que el valor absoluto de la variable A ~ N(0, 7 B).

Asumamoes también que

U~ T(Ag, A1), m~ N(mg,8), M ~T{(a,b),

con hiperpardmetros conocidos (as, b1, a, b, Ag, M1, mg, ).
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Para el pardmetro de asimetria se asume la siguiente a priori:
f~ (1 —W)B(a(],bo) +ﬂ'51/2(9), (56)

para valores conocidos de (7, ap, bp). Esta distribucién corresponden a una mezcla en-
tre una masa puntual en 1/2 y una distribucién Beta, con ponderadores definidos por
m. Esta priori permite tener una evaluacidn explicita de la simetria, ya que la corres-
pondiente posteriori p(€ | vi,...,y,) serd otra vez una mezcla entre una distribucién
continua y una masa puntual en 1/2.

El modelo anterior pone una medida de probabilidad aleatoria a priori sobre una
distribucién desconocida F' sobre R x R* que al proyectarla en la coordenada de las
localizaciones mantiene la estructura de un SDP sobre R, este proceso consta de tres
partes: ﬁn centro m comun, localizaciones individuales para todos los componentes de
la mezcla, provenientes de la representacién SDP (3.5)y expresada como (m+6A4,, m—
(1~8)A,), y las varianzas correspondientes By, b > 1. El modelo marginal resultante se
parece al procedimiento de estimacién de una densidad utilizando un kernel tradicional
en el espiritu descrito en Escobar y West (1995b), pero basados en los SDPs.

Se ajusta el modelo especificado anteriormente al conjunto de datos "galaxia ” des-
crito en Roeder (1992) y que han sido analizados en varios trabajos, incluyendo los
trabajos de Escobar y West (1995b}, Richardson y Green (1997), Stephens (2000), and
Ishwaran y James (2003). Los datos consisten de n = 82 mediciones de velocidades re-
lativas de otras galaxias a nuestra galaxia (x 102 km/s) desde seis secciones cénicas del
espacio. Siguiendo la idea de Escobar y West (1995b}, los valores de los hiperpardmetros
fueron tomados como mg = 20, S = 10°, A = 1/2, My = 50, a = 2, b = 4, a; = 2,
by = 1. Ademss se elige @y = bp = 1 y 7 = 0,2. La figura (5.1) muestra la distribucién
predictiva a posteriori (Y1 | 41, - - -, ¥n), 1.€., 12 estimacién Bayesiana no paramétrica

de la densidad, ademds el histograma de los datos. Es claro que la estimacién captura
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Figura 5.1: Histograma y Densidad Estimada .

~ bastante bien las caracteristicas principales de los datos, poniendo componentes mezclas

en todos los lugares pertinentes.
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Figura 5.2: densidad a posteriori condicional p(8 [ y1, ..., yn, 0 # 1/2).

La figura (5.2) muestra la densidad a posteriori condicional p(8 | w1, ..., v, 8 # 1/2),

i.e., la parte continua de la posteriori marginal completa p(8 | yy,...,y.).
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Es interesante indicar que el valor estimado de p(8 = 1/2 | w4, ..., ¥.) fue esencial-
mente 0, el cual fue el resultado al aumentar 7 a 0.5. Esto significa realmente un fuerte
soporte para comparar asimetria con simetria.

La media posteriori marginal de m fue 10,91 { error estdndar de Monte Carlo 0,052)
y 95 % HPD (9,58, 12,00), la posteriori coloca esencialmente toda la masa a la derecha

de 10,91, lo cual explica como p(# | y1,- .., ¥») estd concentrado cerca de 1.

Observacion 5.1. Es importante destacar que en estimacion de densidades el modelo
utilizado ajusta bastante bien las caracteristicas principales de los datos, serfa intere-
sante poder comparar estos ajustes con los realizados por Escobar y West (1995b). En
este aspecto se espera que no existan mayores diferencias, teniendo siempre en cuenta
que el aporte del SDP en este aspecto es poder controlar asimetria con un pardmetro,

a diferencia de los DP que son asimetricos por construccion.




Capitulo 6

Notas Finales

6.1. Conclusiones )

El objetivo bésico de esta tesis fue construir y definir a partir de un proceso de Di-
richlet usual sobre R* una familia de medidas de probabilidad aleatoria que incorporan
un pardmetro de asimetria de tal forma de obtener medidas de probabilidad aleatorias
simetricas como un caso particular. De tal manera que estas nueva familia de medi-
das de probabilidad aleatoria actiien como prioris no paramétricas para la inferencia
bayesiana en modelos regresién, estimacion de la densidad y otros.

El parametro de asimetria es tal que con probabilidad 1 el scporte del proceso son
las distribuciones simétricas si y s6lo si su valor es 1/2. En la incorporacién de este
parametro es interesante obtener la simetria como un caso particular ya que en algunos
modelos comparar ambos escenarios tiene importancia.

Como sabemos los DP y procesos de Dirichlet invariantes presentan construcciones
que contienen clases de distribuciones simétricas o asimétricas, excluyentemente. Los
SDP cumplen propiedades como poseer la flexibilidad de la modelacién no paramétrica
asf como también tienen la posibilidad de incorporar la simetria como un caso particular.

En el desarrollo de esta tesis entre otras cosas se derivarcn algunas titiles represen-
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taciones de los SDP como un esquema de Urna y una representacién tipo Sethuraman,
importantes ambas, para observar la discretizacién del proceso, la concentracién de él
alrededor de distribuciones simétricas o asimétricas { segiin sea el valor de §) y en la
obtencién de las posteriores condicionales para el muestreo en la simulacién de estos
procesos.

Este trabajo abre la posibilidad de aplicar los SDP en otros modelos estadisticos
teniendo la particularidad que lo diferencia de un proceso de Dirichlet y un proceso de
Dirichlet invariante, ya que en su soporte se encuentran tanto distribuciones simétricas
como asimétricas, unimedales y multimodales, determinadas por una distribucién basal
, un parametro de precisién y un pardmetro de asimetria.

Es importante destacar que a pesar de que estos procesos no son conjugados, est4
condicién no es limitante pues la obtencién de la posteriori se realiza a través del
muestreo de Gibbs { MCMC). Ademés el manejo computacional del proceso es heredado
de los procesos de Dirichlet, en el sentido de que ellos pueden ser adecuados agregando
un paso para el pardmetro de asimetria, dentro de la implementacién computacional.

Se aplicd el proceso SDP para modelar el problema de estimacién del riesgo sistems-
tico del exceso de retorno desde una serie de indices de valores de una empresa, vinera
chilena. El contexto especifico fue un modelo de regresién lineal con presencia de asi-
metria y outliers. La discreticidad del proceso fue controlada considerando mezclas con
un kernel continuo en el modelo de Regresién. Un factor de Bayes para evaluar simetria
pudo ser obtenido desde el output de la simulacién a posteriori. El modelo ajustado
captura ambos problemas, presencia de asimetria y outliers, en forma simultdnea.

La otra aplicacién consistié en aplicar el proceso en el problema de estimacién de
una densidad. La estimacion captura bastante bien las caracteristicas principales de los

datos, poniendo componentes mezclas en todos los lugares pertinentes, con resultados

satisfactorios.
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6.2. Trabajo Futuro

QQueda abierta la posibilidad de estudiar la posible aplicacién de los SDP a problemas
como modelos con errores en las variables y modelos con efectos aleatorios. En este

Gltimo modelo es interesante el trabajo realizado por Burr y Doss (2005) en Meta

analisis donde se utiliza el modelo

Condicional en v;, D; a N, a?) i=12,..m
Condicional en F', EF i=1,2,..,m

Condicional en pu, 7 F ~ D{M, N, 7%))
Condicional en 7 i~ N(c,dr3)
1/7% ~ Gama(a,b)

donde D; representa los datos , ¢; representa el efecto del i-ésimo estudio,{ en es-
tudios médicos puede ser la diferencia entre dos probabilidades binomiales) F' es una
medida de probabilidad aleatoria construida a partir de una mezcla de procesos Diri-
chlet condicionales, que se caracterizan por ser asimétricos con probabilidad 1 y cuya
mediana es p.
Este modelo es justificado por los autores basdndose en el rol que juega 1 que es bien
definido ¥ el cual es de ficil estimacién pues se obtiene del output del muestreo de
Gibbs y pues su distribucion a posteriori no es influenciada por el hecho de tener pocas
observaciones.

Para el proceso SDP, y en el espiritu del trabajo de Burr y Doss (2005) , el pardmetro
u representaria el percentil (1 — 4) de la distribucién F, para 8 = 1/2 corresponderia
a la mediana de F, lo cual ampliarfa , en cierto sentido, la familia de procesos v las

distribuciones desde las cuales se obtienen los #; ademds de que p mantiene un rol

definido. B




Apéndice A
Modelo de Regresion

A.1. Algoritmo de estimacion en el Modelo de Re-

gresion SDP

El modelo de regresién especificado en el capitulo 5 era el signiente

yilru'i: ﬂa o? ~ N(Jui _i_xiﬁ: 0-2)

By oveeny fbg| P e F
Fio,M,7 ~ SDP{§,M,F,(r))
B(r) = |ZlconZ ~N(0,7) A
Bla? ~ N(B,, 0% k,)
o ~ GI(v,,v1)
0 ~ Beta(a,, b,)
T ~ GI{Xo M1)

con hiperpardmetros conocidos {(a,, by, M, As, A, Boy Koy Vs, U1)

Para desarrollar el algeritmo de estimacién a través de Muestreo de Gibbs es nece-
sario determinar todas las distribuciones condicionales de los parametros del modelo ,
ademas de considerar la til construccién del SDP a través del esquema de urna Skew

Polya que especifica lo siguiente:
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» Py € B) =v(B)

» Plupsr € Bipg, oo i) = 11?;:(%

donde

» v(B) = Fy(§) + Fo(55)

« up(B) = Mo(B) + L, 8oyt (B) + 111 Syt (— B)
. w(R) = 2(M + k)

Desde la especificacién del esquema de urna anterior se obtiene que la distribucién

marginal de los pardmetros gy, ta, ...... , in estd dada por la siguiente expresion;

#- —#.
Jo(G M uzor + f, o((l—__:g))f (<0} (A.2)
Ademas de las expresiones anteriores es necesario determinar la distribucion condi-

cional de cada uno de los pardmetros que intervienen en el modelo a modo de aplicar

Muestreo de Gibbs para la estimacién de la posteriori.
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A.1.1. Distribuciones Condicionales de los parametros

p(ru'ilﬁv GZsyiaea T) OCP(’inﬂ, 0'2:“1')10(1“'5'91 T)
1 1
x ewp{——( i s~ Bz Yeepl (57} s 2 0}

+ EIUP{ e 2}1 {u: < 0}
1 a +Tt92 76° 2
=erp{—5(— g M — (5 —a)m)’}
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La expresion anterior muestra que la distribucién condicional de los p; dado los

pardmetros(3, o2, 4, 8, 7) corresponde a una mezcla de normales truncadas en a la iz

quierda y derecha de cero.

Segtin la expresién A.2 la distribucién condicinal de p; dade p_; con la notacién

convencional pr_; = (141, li2, ..., fbi—1, li+1, -, fn) €8 de la forma

pluilp=s) = 57— {M [fo('u’)+fo( ~E ]+Zﬁeﬂ,|(u«)+25(1 oy (—p)} (A.3)
(M+ JFi J#E

donde

fo( ) \/_exp{-z— 92 }I{}J-:>0}

1

iy L e 1w
fﬂ(l_g)_‘/%—rexp{ 2T(1_9)2}I{#i<0}




APENDICE A. MODELO DE REGRESION 65

Considerando la expresién A.3 obtenemos la siguiente distribucién condicional que
se entiende como que el muestreo se realiza desde normales truncadas con probahilidad
proporcional a los coeficientes calculados o bien se remuestrea utilizando los valores

actuales,
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Segiin las prioris especificadas en A.1 obtenemos lo siguiente
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Integrando respecto de § , determinamos la distribucién condicional de o2 dado

= ({1, s tn) € ¥ = (%, ..., Yn) como sigue
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esta expresién corresponde a una distribucién Gamma inversa con los siguientes

parametros.
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donde

*

Vi =4~ I

Ademés desde las prioris especificadas para 3 y o2 en el modelo de regresién A.1

tenemos que
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Desde acd se obtiene que la distribucién condicional de 3 dadops, ..., fta, Y1, - Yn, 0°

€8
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Sélo resta determinar la distribucion condicional de 7 y 4.
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Y finalmente para 8 nos queda
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